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RESUMO A previsdo de séries temporais ¢ largamente utilizada nas diversas dreas do conhecimento humano, princi-
palmente no planejamento e direcionamento estratégico das empresas. O sucesso desta tarefa depende das
técnicas de previsoes aplicadas. Neste artigo, é proposta uma metodologia hibrida para se projetar séries
temporais. Para a validagdo da metodologia foi escolhida uma série de tempo ja modelada por outros autores,
possibilitando a comparagdo dos resultados. A metodologia proposta integra as seguintes técnicas: enco-
lhimento wavelet, decomposi¢dao wavelet de nivel r e redes neurais artificiais (RNAs). Primeiramente, uma
série temporal a ser prevista é submetida ao método de filtragem wavelet proposto, o qual a decompde em
componentes de tendéncia e de residuo linear. Em seguida, ambas sdo decompostas via decomposi¢do de nivel
r, gerando, para cada uma, r+1 componentes wavelet (CWs); e, em seguida, cada CW ¢ individualmente mo-
delada por uma RNA. Finalmente, as previsoes para todas as CWs sdo linearmente combinadas, produzindo
as previsdes para a série temporal supracitada. Para avalia-lo, a série temporal de Canadian Lynx foi usada e
todos os resultados alcangados pelo método proposto foram melhores do que outros existentes na literatura.

Palavras-chave Encolhimento Wavelet. Decomposi¢do Wavelet. Redes neurais artificiais.

ABSTRACT ' Time series forecasting is widely used in various areas of human knowledge, especially in the planning and stra-
tegic direction of companies. The success of this task depends on the forecasting techniques applied. In this paper,
a hybrid approach to project time series is suggested. To validate the methodology, a time series already modeled
by other authors was chosen, allowing the comparison of results. The proposed methodology includes the follo-
wing techniques: wavelet shrinkage, wavelet decomposition at level r, and artificial neural networks (ANN).
Firstly, a time series to be forecasted is submitted to the proposed wavelet filtering method, which decomposes it
to components of trend and linear residue. Then, both are decomposed via level r wavelet decomposition, gene-
rating r + 1 Wavelet Components (WCs) for each one; and then each WC is individually modeled by an ANN.
Finally, the predictions for all WCs are linearly combined, producing forecasts to the underlying time series. For
evaluating purposes, the time series of Canadian Lynx has been used, and all results achieved by the proposed
method were better than others in existing literature.
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1. INTRODUCAO

Desde 1927, quando George Udny Yule propds interpretar uma sequéncia de dados indexado
pelo tempo (isto é, uma série temporal) como uma realizagdo de uma colegdo de variaveis aleato-
rias probabilisticamente distribuidas (chamada de processo estocdstico) e, em casos de existéncia
de auto-correlagio e estacionariedade, projeta-la através de modelos auto-regressivos (ARs), mui-
tos foram os avancos para se alcangar maior acurdcia nas previsdes pontuais e intervalares.

Box e Jenkins (1970) apresentaram uma classe de modelos estatisticos classicos que consiste,
basicamente, em se ajustar um modelo auto-regressivo integrado de médias mdveis (ARIMA) a
uma série temporal que apresente auto-correlagio e estacionariedade (de segunda ordem), a partir
de trés estagios: (1) identificacdo das ordens dos modelos iniciais plausiveis via analise de perfil das
fungdes de auto-correlagdo parcial e simples; (2) estima¢ao dos parametros; e (3) verificacao das
estatisticas de diagndsticos. Além desta metodologia, a utilizagdo dos modelos de Redes Neurais
Artificiais (RNAs) é vastamente difundida. Wang et al. (2006) e Abreu et al. (2012) sdo apenas
alguns, de diversos outros exemplos, existentes na literatura. Revisando 25 anos (1985-2005) de
pesquisa sobre a aplicabilidade das RNA na predigdo de séries temporais, De Gooijer e Hyndman
(2006) concluiram que importantes progressos foram alcancgados e salientam que, na maioria dos
estudos, as RNAs obtiveram maior acurdcia preditiva. Teixeira Jr (2013), destaca que as RNAs pos-
suem uma vantagem sobre os modelos ARIMA, que é a de serem aplicaveis as séries temporais que
exibem estruturas de auto-dependéncia linear e ndo-linear, bem como aquelas que nio apresentam
estacionariedade.

Por sua vez, da Teoria Wavelet, advém importantes métodos de pré-processamento de dados
que fazem o seu tratamento antes de sua efetiva modelagem. Comumente, os referidos consistem
em decomp6-los (DONOHO; JOHNSTONE, 1994), ou filtra-los (DONOHO et al., 1995). A de-
composi¢do wavelet de nivel r (que é a mais comum), em linhas gerais, consiste em expandir uma
série temporal em termos de sua componente wavelet (CW) de aproximagio e de suas r CWs de
detalhes, resultando r+1 CWs, com niveis de resolucéo fixos e distintos, (TEIXEIRA JR, 2013). A
filtragem wavelet (wavelet shrinkage), por outro lado, objetiva a extrair perturbagdes (ou ruidos,
ou inovagdes) - os quais ndo possuem estrutura de auto-dependéncia -, que podem afetar, de forma
negativa, o processo de geragao de previsdes. Baseado em Lei e Ran (2008) e Teixeira Jr et al. (2012),
bem como em diversas outras referéncias, verifica-se que ganhos preditivos substanciais podem
ser alcan¢ados, quando o tratamento wavelet é implementado adequadamente.

No 4mbito empresarial, planejamentos estratégicos carecem de projecdes de variaveis signi-
ficativas nas tomadas de decisdes. A previsdo de séries de tempo pode auxiliar no planejamento
energético, analises de indices da bolsa de valores, taxas de cAmbios, entre outras areas. Fazer a
previsdo de demandas, por exemplo, é de grande importancia para um eficiente planejamento ope-
racional e estratégico de organizagdes de diversos setores, reduzindo riscos inerentes ao processo
decisorio das atividades empresariais.

Diante disso, propdem-se uma metodologia hibrida que se apresenta como op¢ao de ferra-
menta auxiliadora dos tomadores de decisao. A metodologia integra a filtragem wavelet, a decom-
posicdo wavelet de nivel r e nos modelos de RNAs para projetar séries temporais. Em linhas gerais,
pode-se dividi-la, nos seguintes passos: (1) tomar uma série temporal a ser prevista e filtra-la via
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abordagem wavelet; (2) fazer a decomposicdo wavelet de nivel r da série de tempo filtrada em (1),
gerando-se suas r+1 CWs; (3) modelar individualmente cada CW, do passo 2, via RNAs; e (4) a
previsao da série temporal considerada em (1) é obtida por meio da soma das previsdes de cada
CW obtidas no passo 3. A fim de avaliar a qualidade de suas previsoes, foi utilizada a série tem-
poral Canadian Lynx e os resultados auferidos comparados com os dos seguintes autores: Aladag
et al. (2009), Adhikari; Agrawal (2013), Ismail; Shabri (2014), Kajitani et al. (2005), Karnaboopa-
thy; Venkatesan (2012), Karnaboopathy; Venkatesan (2012), Khashei; Bijari (2011), Khashei; Bijari
(2012), Zhang (2003) e Zheng; Zhong (2011).

2. ANALISE WAVELET

A analise wavelet propicia a decomposi¢ao de uma série temporal em componentes, de forma
a facilitar o estudo da mesma. Embora a analise de Fourier seja uma das formas mais tradicio-
nais para o tratamento de sinais, as transformadas wavelets sao mais completas, fornecendo uma
melhor descrigdo do sinal, (KARTHIKEYAN; NAGESH KUMAR, 2013). Em Tiwari e Chatterjee
(2010), Kisi (2010), Kisi e Cimen (2011) e Seo et al. (2015), utilizaram decomposi¢do wavelet em seus
trabalhos de previsao de séries temporais e concluiram o bom desempenho desta técnica.

2.1. Decomposicao Wavelet

Na Analise de Fourier, uma série temporal (unidimensional) de cardinalidade igual a T, de-
notada por f(.):=(f(1),f(2), ..., f(T)), é decomposta ortogonalmente, em termos de senos e cossenos
definidos em diversas bandas de frequéncias (MORETTIN; TOLOI, 2006); enquanto que, na Ana-
lise Wavelet, f(.) é, de forma ortogonal, decomposta, simultaneamente, a partir de informagdes de
escala e de translagdo capturadas a partir de um conjunto {w_ ()}, 7> de fungdes wavelet, onde
wm)n(.): =27 w(2™(.) - n) é gerado por meio da dilatagao (associada ao parametro m) e translagao
(associada ao parametro n) de uma fungdo wavelet w(.) original (LEVAN; KUBRUSLY, 2003 e TEI-
XEIRA JR et al. 2013). Segundo Mallat (2008), o parametro m é chamado de pardmetro de escala
diddica e n, de pardmetro de translagdo unitaria.

Em Teixeira Jr et al. (2013), pode-se verificar, empiricamente, que as fun¢des wavelet wm,n(.)
estao associadas as componente wavelet de detalhe (isto é, as de alta frequéncia) de f(.); e, tedrico e
empiricamente, que a componente wavelet de aproximagao (isto é, a de baixa frequéncia) de f(.) é
gerada de uma combinagio linear de fungdes escala em {(l)mmn(.)}n 7> onde: cada mapa <|)m0’n(.): =27
¢(2™(.) - n), sendo que o pardmetro m0 toma um valor inteiro fixo, é gerado por meio da trans-
la¢do unitdria n de uma fungéo escala original ¢(.), (MALLAT, 2008). De acordo com Daubechies
(1988), por defini¢do, as fungdes wavelet e as fungdes escala consistem em ondas de curta duragio,
geralmente assimétricas, que permitem a sua dilatagdo diddica m (positiva ou negativa) e trans-
lagdo unitaria n (positiva ou negativa) de seu dominio. Nao obstante, defini¢des mais formais e
gerais, do ponto de vista matematico, podem ser verificadas em Teixeira Jr et al. (2013). As familias
de bases ortonormais wavelet, em geral, sdo geradas por convolugdes de w(.) e ¢(.). Em particular,
as bases de Haar, Daubechies, Coifelet e Symelet sdo exemplos de familias que, frequentemente, sdo
utilizadas na modelagem de séries temporais, para fins de geragdo de previsoes.
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Baseado em Kubrusly e Levan (2006) e Mallat (2008), tem-se que a decomposicdo wavelet de
uma série temporal f(.) é dada, genericamente, em (1).

Equagdo 1 - Decomposi¢ao wavelet de uma série temporal.
f)=f, )+ Z £, 0 6
m=m,

Onde: f Amn(.): =2 o7 a . ¢
L.z dm Lo n(.) ¢é a componente de detalhe de nivel m de f(.); dm Lea, sao, respectivamente, os

(.) é a componente de aproximagao de nivel m de f(.); £ (): =

mg,n

coeficientes de detalhe e de aproximacao e sao calculados, ainda nesta ordem, a partir do produto
interno usual entre f() e w () (isto é,d_ := P f(Hw_ (1) eentre f() e ‘I)m.,,n(') (isto &, a, = T

f(t)wm’n(t)), para todom, m,n€Z.

2.2. Encolhimento Wavelet

Se f(.): = (f(1),£(2), ..., f(T)) for fortemente ruidosa, é recomendada a sua filtragem estatistica
via algoritmos de encolhimento wavelet. Note que f(.) é tal que, para casa instante t, pode ser teori-
camente decomposta como: f(t) = f(t) + e, onde: (i) e é um estado (ou realiza¢do) de uma variavel
aleatoria (independente e identicamente distribuida (iid), (LIU, 2006), com média zero e varidncia
constante, denotada por g~ D(0,0?%), onde D ¢ uma distribuicao arbitraria; e (ii) f(t) é a componente
deterministica (que, de fato, é passivel de ser prevista pontualmente) de f(t). Devido a auséncia de
estrutura de auto-dependéncia na sequéncia (e,e,, ..., €,) de perturbagdes (ou inovagdes) da série
temporal f(.), ndo se pode modela-la. Baseado nisso, o objetivo dos algoritmos de encolhimento
(estatistico) wavelet é o que transformar (isto é, filtrar) f(.) ao passo de deixd-la, o mais proximo
possivel, da sequéncia tedrica f0): = FQ),fQ), ..., f(T)) de componentes deterministicas, (MORET-
TIN,1999; DONOHO; JOHNSTONE, 1994 e DONOHO et al., 1995).

Basicamente, as trés etapas do encolhimento wavelet sdo: (1) decomposicao wavelet de nivel r
de f(.); (2) selecionar limiares (threshold) que reduzem os ruidos em f{(.); (3) aplicar a transformada
wavelet inversa, definida em (1), para se obter uma série temporal menos ruidosa (o mais préoximo
possivel de f()). Das vérias regras de limiriarizagdo encontradas na literatura, talvez as mais tra-
dicionais sdo: o limiar duro (hard threshold) e limiar suave (soft threshold), representadas em (2) e
(3), respectivamente.

Equagéo 2 - Limiar duro.

@

m,n

w _Jd, sseld [>A
0,seld |<A
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- ________________________________________________________4
Equagdo 3 - Limiar suave.

ion(d d |-A,sel|d [>\
4 {SIgn( w4, = M) seld, | ®3)

0,seld |<A

Onde: d,, , ¢ o coeficiente de detalhe dotado de ruido; dmn e das sdo coeficientes de detalhes
filtrados; sign(d,, ) denota o sinal transformado de d,,; e A o limiar. O hard threshold gera uma
descontinuidade, ou seja, um “salto” em A, eliminando ou mantendo o coeficiente de detalhe. En-
quanto o limiar suave atenua por (|d_ | - \) os valores de d,, , se |[d | > \); e, caso contrério, os
anula. Nos graficos da Figural podem ser observadas tais caracteristicas.

Figura 1 - Gréficos das fung¢des limiar duro e suave.

3
e A dipn
A dip g

N

[

-A o
= A dymn / A dmn

N\

Fonte: Elaborado pelos autores (2015).

Neste artigo, porém, o calculo do limiar A foi realizado a partir de duas abordagens: o univer-
sal e 0o SURE (Stein’s Unbiased Risk Estimate).

De acordo com Donoho e Johnstone (1998), o calculo do limiar universal é dado por
\ = 0+/2log(T), onde: ¢ 0 desvio-padrao da série de perturbagdes; e T a cardinalidade de f(.). Note
que o limiar universal independe do pardmetro de escala m, assumindo, portanto, um valor glo-
bal. Por sua vez Donoho e Johnstone (1995), propuseram selecionar um limiar, pela minimiza¢ao
do estimador ndo-viesado do risco Stein (SURE), para cada escala m. Sendo Nm o niimero de
coeficientes para cada valor de escala m, segue que o limiar de SURE é definido conforme em (4).
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Equagdo 4 - Limiar de SURE.
A, =argmin oo SURE(y, A) @)

Onde: A_ ¢ o limiar associado ao nivel m; argmin significa “argumento que minimiza”; e
SURE(y_,\) é uma fun¢io de dois argumentos cuja definigdo pode ser visualizada em Morettin
(1999).

3. REDES NEURAIS ARTIFICIAIS

As Redes Neurais Artificiais (RNAs) foram idealizadas com base nos processos de aprendi-
zagem do cérebro humano, de forma que a ser capaz de simular as conexdes sinapticas. De acordo
com Haykin (2001), uma RNA consiste em um sistema de processamento paralelo formado por
unidades capazes de armazenar conhecimento e disponibiliza-lo para o futuro, sendo formada
basicamente por neurdnios artificiais distribuidos em camadas. Um dos tipos mais usados é a
multilayer feedforward que é composta por varias camadas e os sinais sdo propagados apenas da
entrada para a saida, nunca ao contrério.

O principal algoritmo de treinamento de redes neurais artificiais é o backpropagation, cujo
ajuste dos pesos sinapticos ocorre por meio de um processo de otimizagao realizado em duas fases:
forward e backward. Na fase forward, é calculada a resposta fornecida pela RNA para determina-
do padrao de entrada. Na fase backward, o desvio (ou erro) entre a resposta da RNA e a resposta
desejada ¢ utilizado no processo de ajuste dos pesos sinapticos, (HAYKIN , 2001). A previsdo de
uma série temporal f(.), com T observagoes, através de RNA consiste na utiliza¢ao de dados obser-
vados para se prever o estado f(t + k.), onde: t + k é o instante de tempo futuro. Uma vez definido
o tamanho da janela (n) e o valor de k, para se prever f(t + k), é inserida, na RNA, a sequéncia {f(t
+k - n),... f(t + k - 2), f(t + k — 1)} de sinais temporais resultando na previsdo f(t +k.), (TEIXEIRA
JR et al., 2012).

4. MATERIAIS E METODOS

4.1. Materiais

A série de dados Canadian Lynx (linces canadenses) refere-se ao registro anual do nimero
de linces canadenses (que é uma espécie de felino natural da América do Norte) capturados no
distrito de Rio Mackenzie no Norte do Canada, a qual pode ser obtida no seguinte endereco eletro-
nico: https://datamarket.com/. Existem na literatura varios trabalhos que fazem analise e previsdo
da série de tempo Canadian Lynx, credita-se a Moran (1953), como sendo o primeiro trabalho de
analise desta. Pode-se encontrar metodologias que a modelam nas seguintes referéncias: Subba e
Sabr (1984), Tang e Ghosal (2007), Zhang (2003), Wong e Li (2000), entre outros. O grafico da série
Canadian Lynx (com 114 observagdes no periodo: 1821-1934) é graficamente representado na Figu-
ra 2, onde se pode observar uma periodicidade de aproximadamente 10 anos, (STONE; HE 2007).
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Figura 2 - Griéfico da série temporal de linces canadenses no periodo 1821-1934.
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Fonte: Elaborado pelos autores (2015).

E comum entre os autores que publicaram trabalhos de previsio da série dos linces canaden-
ses, Aladag et al. (2009), Ismail; Shabri (2014), Zhang (2003) entre outros, aplicarem logaritmo de
base dez ao conjunto de dados originais, dividindo o conjunto obtido em amostras de treinamento
(100 primeiros anos: 1821-1920) e teste (Gltimos 14 anos), com previsdes um passo a frente para o
horizonte de quatorze anos. Por conta disso, o presente artigo utiliza a mesma abordagem.

4.2. Método proposto

Tome série temporal, f(.): = (f(1),f(2), ..., f(T)) de cardinalidade T a ser prevista h passos a
frente e assuma que f(t) = (o) + e, onde e(t) ¢ uma realizagdo de uma varidvel aleatoria linearmente
independente (isto é temporalmente descorrelatada) e identicamente distribuida & ~ D(0,0%), onde
D é uma distribuicao arbitraria - conforme a Se¢do 2.2. Assim, inicialmente, realiza-se a filtragem
de f(.) por meio de um algoritmo de encolhimento wavelet, obtendo-se a sua versdo estatisticamen-
te filtrada, denotada por f(.) e chamada de componente de tendéncia, e uma sequéncia de ruidos li-
neares (el,ez, ..»» €.) — OU seja, possuem média zero, varidncia constante e nao sao dotados de estru-
turas de auto-dependéncia linear -, onde: e: = f(t) - f(t), para todo t. Para garantir tais condi¢des,
analises nos intervalos de confianca das FAC e FACPs até os lags 36 (que equivale a trés anos), de
estacionariedade Dickey-Fuller e o teste t foram aplicados sobre (e,e,, ..., €.). Note que, a rejeicao
da hipdtese de existéncia de auto-dependéncia linear nos residuos, a um nivel a de significancia,
néo garante inexisténcia de estruturas de auto-dependéncia nao-linear. Desse modo, a previsao f()
para o estado f(t) é definida por: f(t): = f (t) + &, para todo t, onde: f (t) é a previsdo do estado f(t); e &,
do estado e . Denotando, genericamente, ¥, ( para denotar (t) ou e, dependendo do contexto, segue
que, baseado em Teixeira Jr ef al. (2012), e na Segdo 2.1, tem-se que a decomposi¢do wavelet de nivel
r da série temporal Vs € definida em (5).
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Equagdo 5 - Decomposicao wavelet de nivel r da série temporal y, .

mg+(r-1)
S‘,t,S = g;,t,S = Z am(),n (I)mO,n(t) + Z ( Z dm,n wm,n(t)) (5)
n€ly , m=m n€ly,

Onde: Iy, eI, sdo subconjuntos de indices em Z. A determinagdo de tais conjuntos € feita
através da minimizagdo do erro quadratico médio (MSE) entre y, e y, .. A filtragem wavelet e o

ne& TVimo amO)n

calculo das componentes wavelet de aproximagdo X,er, a . ¢m0,n(t) e de detalhe ¥
(|>m0,n(t), provenientes da decomposigdo das séries temporais f(.) e de residuo linear (e ,e,, ..., €,), fo-
ram feitos no software Matlab 8.0 - o qual dispde de familias de bases ortonormais wavelet, como,
por exemplo: daubechies (db), coiflets (coif) e symlets (sym), (DAUBECHIES, 1992). Uma vez ob-
tidas as séries temporais de tendéncia f(.) e de residuos (CRCRN er), ambas foram individualmente
decompostas via wavelet de nivel 2, resultando, para cada uma, em duas componentes wavelet de
detalhe, genericamente denotadas por D, ;e D, ;e uma componente wavelet de aproximacao, gene-
ricamente denotada por A, .

Em seguida, suas componentes wavelet foram modeladas separadamente via redes neurais
artificiais feedforward multilayer percepton (RNA-MLP), produzindo, para cada t, previsdes para
as componentes wavelet de detalhe, denotadas por ]51,5 e ]ADZ)S e para a de aproximagéo, denotada por
A, . Assim, a construgdo da previsdo final para a série temporal original f(), ¢ dada pela seguinte
combinagéo de previsoes.

Equagdo 6 - Previsdo final para a série temporal original f(.).

flty=A

2,EW

®+D, ., ®+D,, ®+A, (®+D, ) +D, ®),t=1,...,T+h ©6)

LEW 2,EW

Onde, em t: IAXZEEW(t) e f\Z)R(t), IA)Z)EW(t) e ﬁZ,R(t), e lA)l)Ew(t) e lA)l)R(t) consistem, respectivamente,
nas previsoes das CWs de aproximacao e de detalhes de nivel 2 e das de nivel 1, respectivamente,
das componentes de nivel {(t) e de ruido linear (ee,, ..., €,).

Em (6), tem-se que — dado f(t) =y, = f) + e e que f(t) e €, denotam as previsdes das compo-

nentes de tendéncia f(t) de ruido linear e, —, segue que: f(?): =A_®O+D, _ ()+ IA)LEW(t) ee:= A

2,EW 2,EW

O+ IA)Z)R(t) + IA)LR(t), para cada instante t. A Figura 3 apresenta, de forma resumida, um fluxogra-
ma com as todas as etapas da metodologia proposta.

Como estatisticas de desempenho, foram utilizadas as estatisticas de aderéncia MSE (mean
square error) e MAE (mean absolute error), definidos em (7). Note que y =f(t), para fins de notagao.

Equagdo 7 - Estatisticas de aderéncia MSE e MAE.

MSE = % ‘T:‘a (Yt - )A’t)z e MAE = % z‘T:‘o |yt - }A’tl (7)
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Figura 3 - Fluxograma com as etapas do método proposto no experimento computacional.

Série y —)I Encolhimento Wavelet
v

h 4 rx‘w’L ¢ YR
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v v
v v v v v v

Ay ew Dy gw Dy pw Ay p Dig Bys
7 ¥ 2 ¥y v v
RNA-MLP RNA-MLP II RNA-MLP RNA-MLP RNA-MLP RNA-MLP
v v v v ] v
AZ.EW JTdil.fi'w ﬁz EW ‘ZIZ,R 51.3 ﬁZ,R
Y v v v v

¥

Série Prevista: 5:' = jz’m + ﬁl.EW + ﬁZ,EW + AAQ'R + ﬁl,R + ﬁZ.R

Fonte: Elaborado pelos autores (2015).

5. RESULTADOS NUMERICOS

Para o encolhimento wavelet foram usadas as bases de Daubechies (db), Symlet (sym) e Coi-
flet (coif), com regra de limiarizagao suave e limiar universal e SURE. As séries temporais de ten-
déncia e de residuos lineares oriundas do algoritmo wavelet de filtragem foram decompostas via
expansao wavelet, com base Daubechies de momento nulo igual a 10 (db 10), com nivel 2. Uma vez
obtidas as componentes wavelet, estas foram modeladas separadamente, via rede neural artificial
feedforward multilayer percepton (RNA-MLP). Os testes exaustivos realizados indicaram que, de
maneira geral, apresentariam resultados satisfatorios a RNA-MLP com a seguinte estrutura to-
polégica: tamanho de janela de entrada igual a 14; 1 camada escondida, com quatorze neurdnios
e func¢do de ativacdo tangente hiperbdlica; e 1 camada de saida, com um neurdnio e de ativagio
linear (ZHANG, 2003). Os quatro melhores resultados para a amostra de teste estdo expostos na
Tabela 1, onde se encontram as bases ortonormais wavelet, os niveis de decomposigéo utilizados no
encolhimento e os valores de MSE e MAE obtidos na previsao da amostra de teste.
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Tabela 1 - Configura¢des no encolhimento da série temporal Canadian Lynx e erros de previsdes
da amostra de teste.

Amostra de Teste
Modelagem Base Nivel p
MSE MAE
1 db1 2 0,00016 0,0091
2 db2 3 0,00027 0,0140
3 coif 1 2 0,00026 0,0124
4 sym 2 2 0,00023 0,0123

Fonte: Elaborado pelos autores (2015).

Para efeitos de comparacédo foi adotada a modelagem 1, com MSE e MAE iguais a 0,00016
e 0,0091, respectivamente. Na Figura 4 estdo representadas as séries de tempo, onde, em t, tem-
-se: logaritmo de Canadian Lynx, denotada por y, ou f(t); a tendéncia, denotada por y, ... ou f(v);
e residuo linear, representado por y, , ou e. O formato de onda apresentada pela série tendéncia é
consequéncia da base de Haar (db 1), usada no encolhimento, cuja o grafico da fungdo wavelet é
uma onda quadrada.

Figura 4 - Graficos das séries log Canadian Lynx, tendéncia e residuos.

S [ NN S—
1825

T T T T
1850 1875 1900 1925
—— Log Canadian Lynx —¢— Tendéncia —%— Residuos

Fonte: Elaborado pelos autores (2015).
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Na Tabela 2, tém-se os dez ultimos pontos na amostra de teste do logaritmo, no base 10, da
série temporal de Canadian Lynx, suas componentes de tendéncia e de residuos, como também as
suas respectivas previsdes. Assim o sendo, no instante t, tem-se que: y, denota o log da observagao
de Canadian Lynx;y, ., €y, Tepresentam, respectivamente, as componentes de tendéncia e de re-
siduos lineares obtidos via procedimento de encolhimento wavelet; y, .. e ¥, , sdo, respectivamente,
as previsdes pontuais dos estados ., € ¥, ., onde ambas foram obtidas por meio de duas RNAs
distintas; e y,, a projegao pontual do logaritmo, na base 10, da série temporal subjacente.

Tabela 2 - Previsoes para as 10 tltimas observa¢des das amostras de teste.

Ano 2 Yiew Yir Vyew Yir Y,

1925 3,552155 3,232723 0,320431 3,222249 0,337599 3,559849
1926 3,467608 3,232723 0,234885 3,242404 0,214561 3,456966
1927 3186674 3,232723 -0,046050 3,248391 -0,065520 3182871
1928 2,723456 3,232723 -0,509270 3,244703 -0,521390 2,723317
1929 2,685742 2,926999 -0,241260 2917521 -0,248040  2,669486
1930 2,820858 2,926999 -0,106140 2916774 -0,096990 2,819781
1931 3,000000 2,926999 0,073000 2,890266 0,093990 2,984254
1932 3,201397 2,926999 0,274390 2,898945 0,305235 3,204181
1933 3,424392 3477679 -0,053290 3,470920 -0,048300 3,422621
1934 3,530968 3477679 0,053290 3,475408 0,065862 3,541271

Fonte: Elaborado pelos autores (2015).

Como mencionado anteriormente, os resultados obtidos pelo método proposto foram com-
parados, na Tabela 3, com as seguintes abordagens: (I) Zhang (2003), que comparou resultados ob-
tidos com os modelos ARIMA e RNA com o hibrido ARIMA-RNA; (IT) Kajitani ef al. (2005), que
utilizaram na modelagem da Canadian Lynx via uma RNA Feed-Forward (FFNN - Feed-Forward
Neuron Networks) e modelo SETAR (Self-Exciting Threshold Auto-Regression); (III) Aladag et al.
(2009), que realizaram a combina¢do de RNAs recorrentes Elman e um modelo ARIMA; (IV)
Zheng; Zhong (2011), que apresentaram uma metodologia que combina a Fung¢do de Base Radial
(RBF - Radial Basis Function) de uma rede neural artificial baseado em alisamento binomial (BS-
-RBF) e uma abordagem que combina a fungdo de base radial (RBF) de uma rede neural com mo-
delo auto-regressivo (AR), utilizando a técnica alisamento binomial (BS), denominado BS-RBFAR;
(V) Khashei e Bijari (2011), os quais propuseram um modelo hibrido RNA/ARIMA e o compara-
ram com a modelagem ANN (p,d,q), (VI) Khashei e Bijari (2012), que sugeriram metodologias
hibridas com base em um classificador (redes neurais probabilisticas (PNNS)), gerando os previ-
sores ARIMA/PNN e ANN/PNN, (VII) Karnaboopathy e Venkatesan (2012), que utilizaram em
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sua modelagem o modelo Full Range Auto-regressive (FRAR); (VIII) Adhikari e Agrawal (2013), os
quais propuseram uma metodologia combinando varios algoritmos de treinamento denominado
(Ensemble of Multiple ANN Training Methods) e a comparou com as modelagens ARIMA e Maqui-
nas de Vetores Suporte (SVM) para Regressao; e (IX) Ismail; Shabri (2014), que usaram Maquinas
de Vetores Suporte (SVM) para Regressao e SVM com minimos quadrados (LSSMV).

Tabela 3 - Comparativo entre métodos de previsao aplicados a série temporal Canadian Lynx,
utilizando as estatisticas de aderéncia MSE e MAE.

h=14
Autores Métodos
MSE MAE
ARIMA 0,020486 0,112255
Zhang (2003) ANN 0,020466 0,112109
HYBRID 0,017233 0,103972
FFNN 0,0090
Kajitani et al. (2005)
SETAR 0,0140
Aladag et al. (2009) HYBRID 0,00900
BS-RBF 0,002809
Zheng; Zhong (2011)
BS-RBFAR 0,002199
ANN(p,d,q) 0,013609 0,089625
Khashei; Bijari (2011)
ANNs/ARIMA 0.00999 0,085055
ARIMA/PNN 0,011461 0,084381
Khashei; Bijari (2012)
ANN/PNN 0,014872 0,079628
Karnaboopathy; Venkatesan
(2012) FRAR 0,00455
ARIMA 0,01285
Adhikari; Agrawal (2013) SVR 0,05267
ENSAMBLE 0,00715
SVR 0,0085 0,07460
Ismail; Shabri (2014)
LSSVM 0,00300 0,04180
Teixeira et al. (2015) Método Proposto 0,00016 0,0091

Fonte: Elaborado pelos autores (2015).
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Na Figura 5, pode-se visualizar que as previsdes do método proposto, na amostra de teste,
apresentam forte correlagdo com as observagdes (o que indica alto nivel de acuricia preditiva), o
que ratifica os bons resultados de MSE e MAE, na Tabela 3.

Figura 5 — Gréficos da série temporal logaritmo Canadian Lynx e de suas respectivas previsoes
produzidas pelo método proposto, na amostra de teste.

2.2

‘Y922 1924 1926 1928 1930 1932 1934
—{— Log Canadian Lynx —%— Previsdes pelo Método Proposto

Fonte: Elaborado pelos autores (2015).

6. CONSIDERACOES FINAIS

No presente trabalho foram feitas previsoes para a série de tempo log Canadian Lynx, através
de uma metodologia hibrida que integra os métodos de filtragem (ou encolhimento) wavelet, de-
composi¢ao wavelet de nivel p e modelagem RNA-MLP.

Baseado na Tabela 3, bem como nas outras analises, conclui-se a integragdo de métodos dis-
tintos incorreu na redugéo relevante nas estatisticas de aderéncia MSE e MAE, em relacio a todas as
outras abordagens consideradas. Em particular, confrontando-o com o segundo melhor resultado
(a saber, BS-RBFAR), a redugéo na estatistica MSE foi de 92,72%, aproximadamente. Em relagdo a
MAE do LSSVM, a redugio foi cerca de 78,22%. Os resultados auferidos com a série temporal log de
Canadian Lynx sdo motivadores da aplicacdo do método proposto a séries de tempo de outras areas.

Os ganhos preditivos obtidos pela metodologia proposta frente a diversos métodos individu-
ais e hibridos permitem inferir que a ado¢ao da metodologia por empresas implicara em planeja-
mentos mais precisos, desde que os gestores se atinem para a qualidade dos dados fornecidos aos
modelos matematicos.

Em ultima analise, salienta-se que, embora o embasamento tedrico do método proposto seja
matematicamente complexo, a utilizagdo do software Matlab viabiliza a sua utiliza¢do, ao passo de
poder ser operacionalizado de forma relativamente simples.
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